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RESUMEN

Objetivo. Evaluar el rendimiento e interpretabilidad de clasificadores de redes bayesianas para la detección temprana de diabetes. Métodos. Se realizó un estudio de validación de modelos de aprendizaje automático (machine learning) aplicado al campo de la salud, enfocado en la evaluación de rendimiento y explicabilidad de algoritmos sobre un conjunto de datos categóricos y preprocesado. Específicamente, fueron entrenados y aplicados: Naive Bayes, Tree Augmented Naive-Chow-Liu (TAN–Chow-Liu), Tree Augmented Naive-Hill Climbing with Super Parents (TAN–HCSP), Fast Super-Parent Search with Joint Mutual Information (FSSJ) y K-Dependence Bayesian Classifier (KDB), sobre 100 000 registros preprocesados (filtrados por su relevancia causal y discretización de variables) utilizando bnlearn y bnclassify. La partición fue 75/25 (entrenamiento/prueba) y fueron estimadas exactitud, sensibilidad, especificidad y F1; además, fueron analizadas las estructuras aprendidas frente a la evidencia clínica. Resultados. Todos los modelos alcanzaron exactitud ≥ 0,95 y F1 > 0,94. El FSSJ mostró el mejor desempeño (exactitud 0,97; especificidad 1,00), mientras que Naive Bayes y KDB lograron métricas similares con menor costo computacional. Las redes aprendidas reprodujeron asociaciones conocidas entre el índice de masa corporal (IMC), hipertensión, HbA1c y glucosa, e identificaron cadenas indirectas (por ejemplo, la edad influye en el IMC; este, a su vez, influye en la glucosa y finalmente en la diabetes), reforzando su plausibilidad clínica. Conclusiones. Las redes bayesianas proporcionan predicciones transparentes y de alta calidad para el riesgo de diabetes. Las arquitecturas básicas pueden igualar a variantes más complejas cuando el preprocesamiento es riguroso. Las rutas causales resaltan factores modificables (sobrepeso, presión arterial elevada) como objetivos prioritarios para intervenciones preventivas.
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ABSTRACT

Objective. To evaluate the performance and interpretability of Bayesian network classifiers for the early detection of diabetes. Methods. A model validation study of machine learning applied to healthcare was conducted, focusing on performance assessment and explainability of algorithms on a categorical and preprocessed dataset. Specifically, the following classifiers were trained and applied: Naive Bayes, Tree Augmented Naive–Chow-Liu (TAN–Chow-Liu), Tree Augmented Naive–Hill Climbing with Super Parents (TAN–HCSP), Fast Super-Parent Search with Joint Mutual Information (FSSJ), and the K-Dependence Bayesian Classifier (KDB). Models were tested on 100,000 preprocessed records (filtered by causal relevance and variable discretization) using bnlearn and bnclassify. Data were partitioned 75/25 (training/testing), and accuracy, sensitivity, specificity, and F1 score were estimated. In addition, the learned structures were analyzed against clinical evidence. Results. All models achieved accuracy ≥ 0.95 and F1 score > 0.94. FSSJ showed the best performance (accuracy 0.97; specificity 1.00), while Naive Bayes and KDB achieved comparable metrics with lower computational cost. The learned networks reproduced known associations among body mass index (BMI), hypertension, HbA1c, and glucose, and identified indirect chains (e.g., age influencing BMI, BMI influencing glucose, and glucose influencing diabetes), reinforcing their clinical plausibility. Conclusions. Bayesian networks provide transparent, high-quality predictions for diabetes risk. Basic architectures can perform on par with more complex variants when preprocessing is rigorous. The causal pathways highlight modifiable factors (overweight, elevated blood pressure) as priority targets for preventive interventions.
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INTRODUCCIÓN

La detección temprana de la diabetes es crítica para reducir morbilidad y mortalidad. A escala global, más de 422 millones de personas viven con la enfermedad y se atribuyen 1,5 millones de muertes anuales, con mayor carga en países de ingresos bajos y medianos (1). En 2021, la Federación Internacional de Diabetes (IDF) (2) estimó que padecían diabetes 537 millones de adultos (10,5 % de la población); lo que generó un gasto sanitario de 966 mil millones de dólares, con proyecciones de 643 millones en 2030 y 783 millones en 2045, superando 1054 mil millones en costos.

Por lo expuesto, la personalización terapéutica requiere hipótesis causales sólidas, ya que el descubrimiento causal basado en datos puede apoyar la toma de decisiones clínicas (3). Diversos algoritmos de aprendizaje automático superan el 85 % de precisión en la predicción de diabetes (4) y detectan patrones sutiles en enfermedades raras (5). En este contexto, las redes bayesianas (BN) destacan por manejar incertidumbre y ofrecer interpretabilidad (6,8), además de su flexibilidad para variables categóricas y continuas, la integración de conocimiento experto y la inferencia con datos faltantes (9,11). La evidencia previa en diabetes reportó valores predictivos positivos y negativos de 69,6 % y 79,9 % en mujeres (12), así como dependencias entre atributos relevantes usando enfoques bayesianos (13). Un reto persistente es el desequilibrio de clases, que reduce el rendimiento de los clasificadores (14); para mitigarlo, fueron aplicadas las técnicas de sobremuestreo sintético de minorías (SMOTE) (15), submuestreo (16), estrategias híbridas (17), selección ponderada de características con Random Forest y XGBoost (18), y aprendizaje sensible al costo con reducción de dimensionalidad (19). En BN, la combinación de detección de características y remuestreo múltiple ha facilitado la identificación de factores de riesgo (20), y es clave distinguir una BN generativa de un clasificador BN optimizado para precisión (21). Estudios recientes amplían el marco: integración de BN para diabetes tipo 2 (T2D) y enfermedades coronarias (CHD) (22), uso de mantas de Markov en población con prediabetes (23) y exploración de interacciones de biomarcadores con búsqueda Tabú (Tabu search) y bootstrap (24).

Pese al avance metodológico, persisten lagunas: a) faltan comparaciones cabeza a cabeza de múltiples clasificadores bayesianos bajo un preprocesamiento estandarizado en grandes bases categóricas con desequilibrio; b) no está claramente delimitado cuándo arquitecturas básicas –por ejemplo, Naive Bayes o K-Dependence Bayesian Classifier (KDB)– igualan o superan a variantes más complejas, comolas Tree Augmented Naive Bayes (TAN), ya sea en sus variantes Chow-Liu, Hill Climbing with Statistical Perturbation (HCSP) o Forward Sequential Selection and Joining (FSSJ), en términos de utilidad clínica; y c) se necesita verificar que las estructuras aprendidas sean plausibles clínicamente y destaquen factores modificables para su intervención. Abordar estas brechas es relevante para sistemas de apoyo a la decisión y para priorizar estrategias de prevención y manejo del riesgo.

El objetivo de este estudio fue comparar el rendimiento e interpretabilidad de clasificadores bayesianos Naive Bayes, Tree Augmented Naive- Chow-Liu (TAN–Chow-Liu), Tree Augmented Naive-Hill Climbing with Super Parents (TAN– HCSP), Fast Super-Parent Search with Joint Mutual Information (FSSJ) y K-Dependence Bayesian Classifier KDB) aplicados a un conjunto de 100 000 registros de predictores de diabetes (25), tras preprocesamiento (discretización y filtrado por relevancia causal) y estrategias de manejo del desequilibrio, evaluando exactitud, sensibilidad, especificidad y puntuaciones F1, así como contrastando las estructuras aprendidas con la literatura clínica existente.

MÉTODOS

Se realizó un estudio de validación de modelos de aprendizaje automático (machine learning) aplicado al campo de la salud, enfocado en la evaluación de rendimiento y explicabilidad de algoritmos sobre un conjunto de datos categórico y preprocesado. Se utilizó el Diabetes Health Indicators Dataset, un conjunto de datos público disponible en Kaggle con 100 000 registros y 16 predictores de diabetes (25), derivado de las encuestas del Behavioral Risk Factor Surveillance System (BRFSS) de los Centers for Disease Control and Prevention (CDC) de EE. UU. La elección de este dataset se justifica por su gran tamaño muestral mayor a 250 000 registros, que proporciona la potencia estadística necesaria para el entrenamiento y la validación de los modelos de aprendizaje automático. Su accesibilidad y estructura lo convierten en un recurso valioso para investigaciones exploratorias sobre la viabilidad de algoritmos de inteligencia artificial (IA) en la identificación de factores de riesgo en grandes poblaciones, facilitando la reproducibilidad y la comparación de resultados en la comunidad científica (26).

En la preparación, no se detectaron valores perdidos; las cinco columnas de raza se unificaron en una variable categórica, mientras que la edad y el IMC fueron discretizados; año y región se excluyeron por baja relevancia causal. Todos los campos se transformaron a factores en el programa R y el conjunto se barajó y dividió en un 75 % sobre un 25 % (entrenamiento/prueba) con reproducibilidad garantizada. Se entrenaron Naive Bayes, TAN–Chow-Liu, TAN–HCSP, FSSJ y KDB con bnclassify (suavizado de Laplace) y posteriormente se refinaron con bnlearn. Conceptualmente, Naive Bayes asumió independencia condicional; TAN

incorporó un árbol de dependencias; TAN–HCSP añadió restricciones jerárquicas; FSSJ realizó selección progresiva de variables; y KDB combinó k-vecinos con RB dinámicas para datos con deriva temporal. Se obtuvieron exactitud, precisión, recall y F1 superiores a 0,90 en todos los clasificadores; TAN–Chow-Liu proporcionó el mapa de dependencias más claro y FSSJ mostró la mayor eficiencia computacional. Las estructuras aprendidas se inspeccionaron con gRain y se visualizaron mediante Rgraphviz, confirmándose enlaces clínicamente plausibles entre predictores clave y diabetes.

RESULTADOS

Con el paquete bnlearn fueron generados tres grafos acíclicos dirigidos (DAG) que hicieron explícitas las estructuras bayesianas aprendidas (ver Figuras 1, 2 y 3). Con estas visualizaciones fue desplazado el foco desde la exactitud predictiva bruta hacia las dependencias probabilísticas subyacentes, permitiendo que sea evaluado cómo es codificado el conocimiento clínico por cada algoritmo (ver Tabla 1).
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En la Figura 1 queda representada la topología en estrella de Naive Bayes: cada predictor es modelado como hijo directo de la diabetes, sin enlaces laterales entre las variables. Se muestra un nivel adicional en el que la edad canaliza el riesgo hacia la hipertensión, enfermedad cardíaca e IMC, destacándose la edad como el conducto por el cual la diabetes “explica” la morbilidad subsecuente. La suposición de independencia simplifica el cómputo, pero aplana correlaciones del mundo real; por ejemplo, glucosa y hemoglobina glicosilada (HbA1c) no interactúan entre sí, aun cuando se encuentran fisiológicamente interrelacionadas.
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Con el aprendiz TAN–Chow–Liu fue generado un árbol que situó al IMC en la raíz, desde la cual se irradiaron tres trayectorias epidemiológicas: historia de tabaquismo, IMC y sexo, capturándose patrones de consumo específicos por sexo, edad, IMC e hipertensión, lo que refleja el aumento de la presión arterial mediado por el peso y el envejecimiento; así mismo, el IMC hacia la enfermedad cardíaca y, finalmente, la diabetes, considerada una cascada cardio-metabólica canónica. La glucemia sostenida (HbA1c) fue modelada como entrada directa a la diabetes, mientras que la glucosa y la raza/etnia permanecieron aisladas, lo que sugiere que, en esta cohorte, la exposición crónica constituye una señalmás robusta que una medición aislada de glucosa y que la variabilidad étnica sería negligible (ver Figura 2).
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La Figura 3 fue generada por el algoritmo TAN–HCSP, enriqueciéndose el árbol sin perder interpretabilidad. La HbA1c fue modelada como “superpadre” de la diabetes, la cual, a su vez, se encadenó hacia la edad y, a través de la edad, hacia el IMC y la historia de tabaquismo, alcanzándose finalmente el sexo y la enfermedad cardíaca. Fue cerrado el circuito metabólico con el bucle IMC asociado con la hipertensión y esta, a su vez, con la diabetes; así mismo, la glucosa se conectó directamente con la diabetes. Con esta arquitectura quedaron capturadas cadenas de múltiples pasos: cómo la edad influye en el IMC, y este, a su vez, en la glucosa y, finalmente, en la diabetes, conciliándose así la simplicidad con un mayor detalle epidemiológico.
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DISCUSIÓN

Los factores de riesgo identificados por nuestro modelo, como un alto IMC, inactividad física e hipertensión, son consistentes con las guías de práctica clínica de la Asociación Americana de Diabetes (ADA) y la Federación Internacional de Diabetes (IDF), lo que valida su capacidad para reconocer patrones clínicamente relevantes (27,28). Sin embargo, a diferencia de los umbrales de riesgo fijos de las guías, el modelo de IA ofrece una visión más granular, al descubrir interacciones complejas y no lineales entre variables, lo que podría complementar y personalizar la estratificación del riesgo en el futuro (29). Es crucial interpretar estos hallazgos como asociaciones y no como causalidad directa, dado el diseño transversal del estudio.

Se observó una trayectoria directa desde niveles elevados de hemoglobina glucosilada (HbA1c) hacia la presencia de diabetes, lo que respalda el papel de la hiperglucemia crónica como eje de progresión, desde estados intermedios a enfermedad manifiesta, así como su valor como marcador diagnóstico y pronóstico en la práctica clínica (23,30,31). Además, aun en ausencia de diagnóstico, valores altos de HbA1c se han asociado con mayor incidencia de eventos cardiovasculares a mediano plazo, lo que refuerza su relevancia clínica más allá del umbral diagnóstico (31).

Por otro lado, la trayectoria el IMC, la hipertensión y enfermedad cardíaca identificada por la red fue congruente con la evidencia que vincula la adiposidad con el aumento del riesgo de hipertensión y, subsecuentemente, de enfermedad cardiovascular (32,33). Desde cierto punto de vista, la obesidad se ha relacionado con la resistencia a la insulina, la disfunción endotelial y la inflamación crónica, es decir, elementos que facilitan el desarrollo de la hipertensión y la aterosclerosis. Se ha informado, además, que la hipertensión puede actuar como mediador principal de las secuelas cardiovasculares de la obesidad (33). En consecuencia, el control del peso fue considerado una estrategia cardinal para interrumpir dicha cadena causal y reducir la carga de la enfermedad cardiovascular (32,33).

El contraste con la literatura reciente, este estudio mostró concordancia con modelos bayesianos aplicados en prediabetes, en los que la HbA1c y el IMC emergieron como factores de mayor influencia en la progresión hacia la diabetes tipo 2 y en la estratificación de riesgo (23). Del mismo modo, la coexistencia de alteraciones glucémicas y factores cardio-metabólicos se asoció con un incremento relevante del riesgo cardiovascular, lo que subraya la necesidad de valorar el riesgo de manera integral y no aislada (34,35). En conjunto, las trayectorias inferidas sugieren que la intervención clínica temprana sobre el control glucémico y el peso corporal podría traducirse en beneficios, tanto metabólicos como cardiovasculares (31,33,35).

Una contribución práctica de este enfoque radicó en la capacidad de las redes bayesianas para representar y comunicar interdependencias clínicas entre variables, así como para responder a preguntas contrafácticas (“¿qué ocurriría si…?”) de utilidad en la toma de decisiones; ello permitió visualizar rutas directas e indirectas (p. ej., IMC, hipertensión y cardiopatía) o priorizar intervenciones de acuerdo con su impacto potencial sobre el riesgo individual (30).

Entre las limitaciones del estudio se encuentra el riesgo de sesgo poblacional, ya que el dataset derivado del BRFSS refleja principalmente la demografía de Estados Unidos y puede subrepresentar a grupos étnicos con perfiles de riesgo distintos (36). Este sesgo compromete la validez externa del modelo, pues un algoritmo entrenado en una población específica puede mostrar un rendimiento deficiente y no generalizable en otros contextos demográficos, llegando incluso a exacerbar las disparidades en salud existentes, como ha sido documentado ampliamente en la investigación de IA y salud (37,38). Por lo tanto, antes de considerar una implementación clínica es imperativo que futuras investigaciones validen prospectivamente el modelo en cohortes locales y diversas, empleando conjuntos de datos más inclusivos y metodologías de equidad en IA (fairness-aware machine learning) para asegurar que sus beneficios sean universales y no se limiten a la población original del estudio (39).

Otro aspecto fundamental a considerar es que la integración de herramientas de IA en la predicción de diabetes conlleva importantes implicaciones éticas y regulatorias que requieren un abordaje proactivo. Entre estas destaca la problemática de la “caja negra”, inherente a algoritmos complejos, la cual compromete tanto la autonomía del paciente como la responsabilidad profesional del clínico, evidenciando la necesidad imperativa de desarrollar sistemas de IA explicable (XAI) que faciliten la toma de decisiones médicas fundamentadas y transparentes (40). Desde la perspectiva regulatoria, agencias como la FDA y EMA están desarrollando marcos para la aprobación de software como dispositivo médico (SaMD), que exigen una validación clínica rigurosa, monitorización continua posimplementación y protocolos de privacidad conforme a normativas como HIPAA o RGPD (41,42). Finalmente, es imperativo garantizar equidad en el acceso a estas tecnologías para evitar ampliar brechas digitales y sanitarias, asegurando que los algoritmos de estratificación de riesgo diabético sean herramientas para intervenciones preventivas universalmente accesibles y no fuentes de discriminación en atención médica o seguros de salud (39).

Como agenda integrada de mejora, se sugiere: a) enriquecimiento de variables y estructura: incorporar conexiones explícitas para sexo y raza/etnia por su impacto en riesgo diabético y cardiovascular; ampliar la caracterización de tabaquismo (activo/pasivo) por sus efectos indirectos vía salud vascular; añadir hábitos dietéticos, actividad física e historia familiar (hoy ausentes o poco granulares); extender biomarcadores (perfil lipídico, función renal, marcadores inflamatorios) para capturar vías fisiopatológicas adicionales; e integrar factores genéticos y ambientales (p. ej., puntajes poligénicos, exposición a contaminantes) para una evaluación más completa del riesgo; b) diseño y validación rigurosa: ejecutar estudios longitudinales multicéntricos que aseguren precedencia temporal y validez externa; validar por subgrupos (edad, sexo, etnia, comorbilidades) para auditar equidad; reportar calibración (Brier score, curvas de calibración) y utilidad clínica (curvas de decisión) además de discriminación; y abordar el desbalance con estrategias de muestreo y aprendizaje sensible al costo cuantificando su efecto en sensibilidad, especificidad y equidad; c) intervenciones y traslado: diseñar y probar intervenciones dirigidas a cadenas indirectas (p. ej., IMC, hipertensión y cardiopatía), priorizando factores modificables (IMC, presión arterial); emplear inferencia contrafáctica para estimar el impacto de pérdidas de peso del 5-10 % o intensificación antihipertensiva sobre riesgo futuro de diabetes y eventos CV; e integrar datos dinámicos (MCG, presión domiciliaria, wearables) y modelos temporales (DBN/KDB) para capturar deriva y trayectorias; d) implementación y gobernanza: integrar progresivamente en la historia clínica electrónica (HCE) con clínica explicable (rutas causales, contribuciones por variable), salvaguardas éticas y auditorías periódicas; establecer ciclos de actualización (reentrenamiento y revisión de umbrales) con monitoreo de desempeño, equidad y seguridad; y definir protocolos de uso (quién/cuándo/ cómo) apoyados con materiales educativos para asegurar adopción segura y efectiva.

Conclusiones

A pesar de sus diferencias estructurales, todos los clasificadores superaron una exactitud de 0,96 tras la validación cruzada. El FSSJ encabezó con una aproximación de 0,97 de exactitud y especificidad perfecta, mientras que Naive Bayes, TAN–HCSP y KDB ofrecieron un desempeño alto y estable. El TAN–CL resultó más sensible a las idiosincrasias de los datos, aunque permitió identificar nuevas rutas causales. Estos resultados confirman que, cuando las relaciones entre variables son sencillas, las arquitecturas bayesianas básicas pueden igualar a variantes más elaboradas. Aun así, las herramientas de aprendizaje de estructura, como bnlearn, siguen siendo indispensables para extraer conexiones clínicamente interpretables, aportando conocimientos que pueden orientar estrategias de prevención focalizadas más allá de lo que comunican las métricas escalares de desempeño.

Por otro lado, se concluye que los resultados se consideran útiles para la estratificación clínica del riesgo cardio-metabólico y para la toma de decisiones personalizadas. La representación causal obtenida permitiría priorizar intervenciones sobre factores modificables (p. ej., control ponderal y presión arterial) y comunicar riesgos en términos comprensibles para pacientes y equipos clínicos.

En este sentido, el estudio demuestra que la complejidad arquitectural de los clasificadores bayesianos no se traduce necesariamente en mejoras predictivas proporcionales, dado que todos los modelos evaluados alcanzaron un rendimiento comparable. Los hallazgos subrayan la importancia de equilibrar precisión predictiva con interpretabilidad clínica, posicionando estas metodologías como herramientas valiosas para la medicina de precisión. La capacidad de generar representaciones causalmente interpretables facilita tanto la estratificación de pacientes como el desarrollo de estrategias preventivas personalizadas, lo que representa un avance significativo hacia la optimización de los resultados en salud cardiovascular mediante intervenciones dirigidas a factores de riesgo modificables.
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Tabla 1. Métricas de desempefio usando diferentes librerias

Meétricas utilizando la biblioteca “bnclassify”

Algoritmo Exactitud Sensibilidad Especificidad Puntuacién F1
Naive Bayes 0965 0975 0287 0981
TAN-CL 0969 0970 0297 0983
TAN-HCSP 0965 0974 0g87 0981
Fss) 0970 0369 1 0984
DB 0965 0974 0287 0981
Métricas utilizando la libreria “bnlearn”
Algorithm Exactitud Sensibilidad Especificidad Puntuacién F1
Naive Bayes 0963 0987 0287 0980
TAN-CL 0780 045 0806 0870
TAN-HCSP 0953 0gs1 1 0975
Fss) 0971 0369 1 0984

DB 0965 0975 0987 0981
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